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Аннотация
В данной работе сравнивается два подхода к решению задачи выделения сейсмических горизонтов по частично заданным 
положениям горизонтов в кубе сейсмических амплитуд. Первый подход заключается в обучении нейронной сети 
архитектуры U-Net для двумерных данных по продольным и поперечным срезам куба, второй подход — в преобразовании 
стандартной архитектуры U-Net в трехмерную и обучении по 3D-кубам сейсмических данных. Оба подхода протестированы 
на данных по месторождению F3 Netherlands, находящихся в открытом доступе. Трехмерная модель дает более точный 
прогноз, а двухмерная модель обучается в разы быстрее и требует меньших вычислительных ресурсов.

Abstract
In this paper, two approaches to solving the problem of identifying seismic horizons by partially specified positions of horizons in a cube of seismic 
amplitudes are compared. The first approach is to train a neural network of the U-Net architecture for two-dimensional data on longitudinal and 
transverse sections of the cube. The second approach is to transform the standard U-Net architecture into a three-dimensional one and train 
it on 3D cubes of seismic data. Both approaches have been tested on publicly available data on the F3 Netherlands field. A three-dimensional 
model gives a more accurate forecast, and a two-dimensional model learns much faster and requires fewer computing resources.

Материалы и методы
Выполнен сравнительный анализ качества решения задачи 
выделения сейсмических горизонтов для 2D- и 3D-архитектур 
сегментационной сверточной нейронной сети U-Net, определены 
достоинства и недостатки каждого из подходов. Приведены 
практические рекомендации по оценке и обучению моделей на 
новых данных. 
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Materials and methods
A comparative analysis of the quality of solving the problem of seismic 
horizons allocation for 2D and 3D architectures of the segmentation 
convolutional neural network U-Net is performed. The advantages and 
disadvantages of each of the approaches are determined. Practical 

recommendations for evaluating and training models on new data are 
given.
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Сейсморазведка методом отраженных 
волн является популярным методом поиска 
углеводородов. Проходя через геологиче-
ские слои с разными свойствами, сейсми-
ческие волны предоставляют информацию 
о геофизических характеристиках возможно-
го нефтяного месторождения, позволяющую 
сформировать двумерное изображение — 
сейсмический разрез (2D) или трехмерный 
массив данных – сейсмический куб (3D). 
Их анализ помогает экспертам находить по-
тенциальные залежи нефти и лучше плани-
ровать буровые работы. Точная оценка необ-
ходимости в дополнительном бурении также 
снижает воздействие на окружающую среду. 
Поскольку понимание геологической структу-
ры возможных запасов углеводородов имеет 
решающее значение, а объем данных сейс-
мической разведки возрастает, появляется 
острая необходимость в разработке методов 
автоматизации контроля качества получае-
мой информации [1] и ее интерпретации.

С увеличением вычислительных мощно-
стей и накоплением больших объемов данных 
получило широкое распространение приме-
нение нейронных сетей для решения различ-
ных задач нефтегазовой отрасли, например, 
классификация пород по фотографиям кер-
на [2]. В этом исследовании сравниваются 
два метода определения породы на основе 
методов машинного обучения: графические 
идентификаторы и сверточные нейронные 
сети. Сверточные нейронные сети — ResNet, 
ResNeXt и Inception — сравнивались с клас-
сификатором XGBoost на основе двух типов 
графических идентификаторов: цвета (сред-
ний цвет, преобладающие цвета) и текстуры 
(энтропия, число Эйлера, контрастность, 
однородность).

Сверточные нейронные сети (CNN) — ар-
хитектура нейронных сетей, которая состоит 
из сверточных слоев, способных автоматиче-
ски выделять наиболее полезные признаки. 
Начальные слои служат для выделения общих 
признаков, таких как края, цвета и формы. 
Затем глубокие слои на основе общих при-
знаков строят более специфические, что 
позволяет, фильтруя маловажные детали 
и выделяя существенное, описывать про-
странственные и временные зависимости 
в изображении [11].

Нейронные сети для семантической сег-
ментации представляют собой архитектуру 
кодер-декодер, которая состоит из сверточ-
ных слоев [12]. Кодировщик в данной архи-
тектуре служит для обнаружения и классифи-
кации объектов, а декодировщик необходим 
для локализации объекта. Семантическая 
сегментация — это процесс, при котором 
каждому пикселю на изображении ставится 
в соответствие подходящая ему метка опре-
деленного класса.

Обработка сейсмических данных включа-
ет в себя решение таких задач, как классифи-
кация и сегментация. В [13] представлена но-
вая архитектура CNN, которая используется 
для обнаружения соли, анализируя подавае-
мые ей на вход кубы сейсмических данных. 
В [14] CNN используется для обнаружения 
разломов в трехмерных сейсмических дан-
ных. Вход в сеть состоит из трех ортогональ-
ных срезов 24×24, а линии на пересечении 
классифицируются как разлом или не раз-
лом. Также фильтрация шума, выделение 
разломов и фаций для сейсмических данных 
с помощью нейронных сетей представлены 
в исследованиях [7, 8, 9], а в работах [4, 5] они 
применяются для трассировки сейсмических 
горизонтов.

В работе рассматривается задача трасси-
ровки сейсмических горизонтов по данным 
сейсмических амплитуд, заданных в виде 
трехмерного куба. Сейсмический горизонт — 
это граница между двумя различными типами 
пород, в простых случаях она хорошо просле-
живается на двумерных срезах. Такая грани-
ца представляет собой поверхность, которую 
можно провести внутри куба.

Современный подход к трассировке сейс-
мических горизонтов сводится к решению 
задачи сегментации с помощью сверточных 
нейронных сетей, которым на вход подается 
куб сейсмических амплитуд, на выходе полу-
чается куб вероятностей наличия сейсмиче-
ского горизонта [11].

Целью данного исследования было 
на примере сегментационной сверточной 
нейронной сети U-Net сравнить качество ре-
шения задачи выделения сейсмических гори-
зонтов для 2D- и 3D-данных.

Оба подхода используют одинаковый 
набор входных данных по месторождению 
F3 Netherlands, сбор которых был произведен 
в Северном море. Данные находятся в откры-
том доступе и содержат информацию 9 гори-
зонтов и журналы бурения 4 скважин [3]. 

Представленный набор данных состоит 
из горизонтов в формате XYZ и 3 204 изобра-
жений, представляющих собой 1 602 сейсми-
ческие линии в формате TIFF и 1 602 поме-
ченных изображения в формате PNG (рис. 1).  
Помеченные изображения были соз-
даны путем взятия пересечения между 

сейсмическими линиями и горизонтальными 
поверхностями.

Для сравнения двухмерной и трехмерной 
архитектур U-Net обучающий набор входных 
данных был представлен как куб сейсми-
ческих амплитуд H — матрица размерности 
il×xl×t, где il, xl — количество ячеек куба в про-
дольном и поперечном направлениях; t — ко-
личество временных отсчетов. Отметки трас-
сируемого горизонта заданы матрицей L той 
же размерности, что H. Матрица L при этом 
может содержать три значения: 0 — горизонт 
отсутствует, 1 — горизонт присутствует, -100 — 
нет информации. Стоит отметить, что эксперт, 
заполняющий матрицу L, может заполнять 
ее как по выбранным срезам в продольном 
и поперечном направлениях, так и по отдель-
ным трассам/участкам.

В работе используется модификация 
ставшей уже классической нейронной сети 
U-Net [6] (рис. 2), оптимизированной для ре-
шения задачи выделения сейсмических гори-
зонтов [4].

Для двумерных и трехмерных данных 
используется одинаковая ее архитектура, 
единственное отличие — это размерности 
операторов свертки, нормализации (BN) и пу-
линга (maxpool). Для 2D-варианта нейросети 
на вход подается срез сейсмического куба 
Q размерности M×N, для 3D-варианта — это 
будет куб размерности M×N×N, где M — ко-
личество отсчетов по вертикали (временная 
шкала), N — количество отсчетов по горизон-
тали. На выходе получается соответствующего 

Рис. 1. Пример изображения сейсмических данных с линией горизонта
Fig. 1. An example of an image of seismic data with a horizon line

Рис. 2. Архитектура сети U-Net
Fig. 2. U-Net network architecture
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размера матрица, содержащая значения ве-
роятностей наличия горизонта.

Для оценки качества выделения сейсми-
ческих горизонтов с помощью 2D- и 3D-архи-
тектур U-Net используется метрика DICE [10]. 
Обозначая пиксели, принадлежащие истин-
ному положению горизонта, как А, а пиксе-
ли, принадлежащие к предсказанному по-
ложению, как B, метрика DICE вычисляется 
по формуле (1):

 

             .	 (1)

Трассировка и оценка полученных ре-
зультатов для 2D- и 3D-подходов произво-
дилась по каждому из 9 горизонтов. Все 
вычисления производились с помощью ви-
деокарты NVIDIA GeForce GTX 1650 MAX-Q. 
Общее время обучения для 2D-архитектуры 
заняло 4,3 часа, а для 3D — 12,8 часа. Ниже 
представлена таблица с данными метрики ка-
чества экспериментов на тестовой выборке.

Подход на основе 3D-архитектуры пока-
зывает более точные результаты для всех го-
ризонтов, чем 2D. Средний прирост метрики 
на 0,1 можно считать значимым результатом, 
поскольку границы сегментируемых гори-
зонтов являются довольно тонкими линия-
ми, а значит, увеличение значения качества 
сегментации достигается за счет выделения 
более сложных зависимостей, например, 
резких изгибов. На рисунке 3 в левом столб-
це изображены результаты сегментации  
2D-архитектуры, а в правом — 3D.

Такой эффект достигается потому, что 
3D U-Net решает поставленную задачу, ис-
пользуя трехмерные сверточные ядра, кото-
рые позволяют использовать межсрезовый 
контекст внутри сейсмического куба, что 
и приводит к повышению производительно-
сти. Однако увеличиваются и вычислитель-
ные затраты в результате увеличения количе-
ства параметров нейронной сети.

Итоги
Из результатов экспериментов, представлен-
ных в таблице 1, следует, что оба подхода 
показывают высокое качество сегментации 
сейсмических горизонтов. Для обучения  
2D U-Net требуется в разы меньше временных 
затрат, но при этом теряется пространствен-
ная информация о зависимостях между сре-
зами одного сейсмического куба. 
На практике предлагается использовать сна-
чала архитектуру на основе 2D, так как это 
позволит чаще проводить повторные экс-
перименты и таким образом более точно 
настроить гиперпараметры модели. Если по-
лученное качество сегментации не является 
удовлетворительным, то стоит попробовать 
подход на основе 3D-архитектуры, уменьшив 

количество экземпляров в обучающей вы-
борке, что позволит увеличить количество 
экспериментов для настройки гиперпараме-
тров перед основным этапом обучения.

Выводы
Результаты исследования могут быть исполь-
зованы как при обучении моделей для сег-
ментирования сейсмических горизонтов на 
новых обучающих образцах, так и при реше-
нии других задач сегментации на трехмерных 
данных.

Литература
1	 Щербич А.Ю., Кутрунов В.Н. Алгоритм 

расчета выпукло-вогнутого контура 
площади сейсмической съемки // Вестник 

Рис. 3. Сегментированные линии горизонта. Красный цвет — результат выделения нейронной сетью. Синий цвет — реальная 
траектория линии горизонта
Fig. 3. Segmented horizon lines. The red color is the result of selection by the neural network. Blue color is the real trajectory of the horizon line

Табл. 1. Значения метрики качества для 2D- и 3D-архитектур
Tab. 1. Quality metric values for 2D and 3D architectures

Горизонт DICE

2D 3D

H1 0,83 0,96

H2 0,88 0,94

H3 0,75 0,93

H4 0,72 0,85

H5 0,77 0,91

H6 0,80 0,87

H7 0,72 0,83

H8 0,81 0,95

H9 0,90 0,98

H1–H9 Среднее значение DICE

0,798 0,913
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Results
From the experimental results presented in table 1, it follows that both 
approaches show high quality segmentation of seismic horizons. It takes 
several times less time to train 2D U-Net, but at the same time, spatial 
information about the dependencies between slices of one seismic cube 
is lost. 
In practice, for the first step recommend to use a 2D-based architecture, 
since this will allow repeated experiments to be carried out more often 
and thus more precisely adjust the hyperparameters of the model. If the 

resulting segmentation quality is not satisfactory, then it is worth trying 
a 3D architecture-based approach by reducing the number of instances 
in the training sample, which will increase the number of experiments to 
configure hyperparameters before the main stage of training.

Conclusions
The results of the study can be used both in training models for 
segmentation of seismic horizons on new training samples, and in 
solving other segmentation problems on three-dimensional data.
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